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RESUMEN
Las redes neuronales artificiales (RNAs) demuestran

su utilidad en ámbitos muy diversos, especialmente en re-
conocimiento de formas. En particular, los modelos cone-
xionistas resultan especialmente interesantes para el mo-
delado de lenguaje como alternativa a los modelos de tipo
estadístico (por ejemplo, n-gramas estadísticos).

No obstante, los modelos de lenguaje conexionistas
basados en RNAs presentan algunos problemas de entre-
namiento conforme crece el vocabulario del lenguaje a
modelar, debido al aumento en el número de parámetros
de las redes. El presente trabajo aborda el problema de en-
trenamiento de RNAs grandes a través de una herramienta
que hemos desarrollado, April, que implementa eficiente-
mente el entrenamiento de las RNAs.
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1. INTRODUCCIÓN

El objetivo de un modelo de lenguaje en un sistema
de reconocimiento estadístico de formas consiste básica-
mente en estimar la probabilidad de una secuencia de pa-
labras W = w1, w2, . . . , w|W |. Los modelos de lenguaje
de tipo estadístico calculan la probabilidad a priori P (W )
realizando la siguiente descomposición:

P (W ) =
|W |∏
i=1

P (wi|wi−1
1 ) (1)

Los modelos de n-gramas [8] simplifican la probabi-
lidad de aparición de una palabra, dadas todas las anterio-
res, a una historia que sólo considera las n − 1 palabras
anteriores:

P (W ) =
|W |∏
i=1

P (wi|wi−1
1 ) ≈

|W |∏
i=1

P (wi|wi−1
i−n+1) (2)

Esta probabilidad se puede estimar a partir de un cor-
pus, por lo que se puede obtener de forma automática sin
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necesidad de introducir conocimiento de tipo deductivo
de la lengua para la cual se quiere obtener el modelo de
lenguaje. Una de las dificultades de estos modelos consis-
te en asignar probabilidades a combinaciones de palabras
que no hayan aparecido en el corpus. Este problema es
inevitable, por lo que es necesario usar métodos de suavi-
zado [5].

Dada la gran utilidad de estos modelos, diversos au-
tores se han planteado su modelización mediante RNAs
[9, 13, 2, 4, 7, 10]. Este nuevo paradigma presenta ciertas
ventajas e inconvenientes. Entre sus ventajas destacamos
el hecho de que un modelo de n-gramas calculado me-
diante RNAs no necesita aplicar ningún tipo de suavizado
explícitamente, puesto que las RNAs interpolan la fun-
ción que aproximan ante entradas desconocidas.

2. PROBLEMAS ENTRENANDO RNAS
GRANDES

El mayor problema de los n-gramas conexionistas se
encuentra en la gran cantidad de parámetros a estimar, de-
bido al tamaño de las redes que pueden llegar a aparecer.
Si queremos calcular un modelo de n-gramas, la red ne-
cesitará tener (n− 1)m unidades de entrada, siendo m el
número de unidades necesarias para codificar una palabra
del corpus. Esto hace que la codificación del vocabula-
rio tenga una importancia decisiva en el coste del cálculo
de los modelos. En diversos trabajos previos se han utili-
zado diversas técnicas para codificar el vocabulario de la
tarea [12].

La codificación más sencilla de todas es la local, que
consiste en usar como representación de cada palabra un
vector con tantas componentes como palabras tiene el vo-
cabulario. Este vector tendrá todas las componentes a 0
menos una de ellas que estará a 1 y que indica qué pala-
bra del vocabulario representa dicho vector.

Por otro lado existe la codificación distribuida, que
consiste en utilizar vectores con un tamaño inferior a la
talla del vocabulario, de manera que se pueden decidir
formas muy diversas de codificar las palabras. Una for-
ma automática de obtener esta codificación es mediante
RNAs como la de la figura 1, donde se utilizan redes que
tienen tantas entradas y salidas como palabras del vocabu-
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Figura 1. Topología de red para calcular automática-
mente la codificación distribuida de un vocabulario, en
este caso con 4 palabras de vocabulario y 2 unidades de
codificación.

lario (Ω), y una capa oculta relativamente pequeña, típi-
camente log2 Ω. Es aconsejable disponer un par de capas
ocultas más, una entre la entrada y la capa oculta original,
y otra entre esta última y la salida[3]. La red se entrena
situando en la entrada y en la salida la codificación lo-
cal de cada una de las palabras, de manera que el patrón
de entrada y de salida deseada es el mismo. Una vez está
entrenada la red, la activación de la capa oculta con cada
una de las palabras del vocabulario sirve como codifica-
ción distribuida.

Otro de los factores decisivos en el entrenamiento de
redes con muchos parámetros es el alto coste computacio-
nal del algoritmo de entrenamiento. Para poder reducir el
tiempo de los entrenamientos hemos desarrollado la he-
rramienta April, con una implementación muy eficiente
del algoritmo de retropropagación del error con momen-
tum [14] y con un gran número de utilidades que permiten
manipular conjuntos de datos, haciendo mucho más fácil
la obtención de los pares de patrones entrada/salida de las
RNAs, además de conseguir un uso reducido de memo-
ria. Más adelante comentaremos el coste temporal de los
experimentos, y cómo esta herramienta nos ha ayudado a
reducirlo.

3. MODELO DE N -GRAMAS CONEXIONISTAS

Para poder calcular n-gramas mediante RNAs se cons-
truyen redes con una topología muy específica. Primero
hay que decidir la forma de codificación del vocabulario,
y después el número de unidades que tendrá la capa ocul-
ta. Construiremos una red con (n − 1)m entradas, don-
de n es el valor del n-grama y m el número de unidades
necesarias para codificar una palabra, de manera que la
entrada de la red para la posición j de la secuencia W se-
rá hj = wj−n+1, . . . , wj−2, wj−1, codificando cada wi

con m unidades. La salida de la red tendrá tantas unida-
des como palabras tenga el vocabulario (Ω), y la capa de
salida calculará la probabilidad a posteriori de todas las
palabras del vocabulario:

P (wj = i|hj) ∀i = 1, . . . ,Ω (3)

3.1. Topología de las redes

Hemos señalado algunos detalles de la topología ge-
neral de las redes en lo que respecta a las entradas y sa-
lidas. Vamos a examinar más características, y algunos
problemas de la codificación de las palabras.

La codificación distribuida puede ser obtenida de for-
mas muy diversas, presentando algunos métodos más pro-
blemas de entrenamiento que otros. Así, por ejemplo, la
técnica de la figura 1 converge muy lentamente para cier-
tos tamaños de entrada. Pero es posible introducir una ca-
pa extra en la red completa, como se ve en la figura 2, con
la que se calculan los n-gramas, de manera que esta capa
extra realice la codificación. La entrada de la red será la
codificación local de las n − 1 anteriores palabras de la
frase, y la salida de la red la probabilidad a posteriori de
todas las palabras del vocabulario (expresión 3). Por tan-
to, ahora tendremos una red que tendrá (n−1)Ω unidades
de entrada. Se añadirá una nueva capa de unidades que no
tendrán conexiones todas a todas. Esta nueva capa esta-
rá dividida en conjuntos de Np unidades, de manera que
cada conjunto se conectará con Ω unidades de entrada, y
tendremos n − 1 conjuntos, de manera que el conjunto i
estará asociado con las unidades de entrada que represen-
ten a la palabra i-ésima. A esta capa la denominaremos
capa de proyección, y es la capa que realizará la codifica-
ción distribuida del vocabulario. Para reducir el número
de parámetros y que la codificación de una palabra sea
siempre la misma, independientemente de la posición de
aparición en la entrada de la red, se ligan las conexio-
nes entre los conjuntos de la capa de proyección [10]. Sin
esta ligadura de conexiones, la convergencia de los entre-
namientos no está asegurada, ya que aparece una cantidad
de parámetros excesiva [12]. La ligadura de pesos en las
redes es una nueva característica que hemos tenido que
añadir a la herramienta April para poder llevar a cabo es-
tos experimentos [3] 1.

4. EXPERIMENTACIÓN

Los experimentos se han realizado utilizando una par-
tición del corpus Dihana [1], utilizando la herramienta
April, desarrollada en nuestro grupo de investigación, pa-
ra entrenar los modelos neuronales. Los parámetros utili-
zados para realizar los entrenamientos se muestran en la
tabla 1, los detalles de la partición del corpus en conjuntos
de entrenamiento, validación y test aparecen en la tabla 2.

Se ha realizado un entrenamiento de las RNAs durante
500 épocas, guardando la red con menor MSE en el con-
junto de validación. La figura 3 muestra un ejemplo de la
evolución del MSE durante las primeras 40 épocas en el
entrenamiento de la red para 4-gramas. El tiempo emplea-
do por ciclo en este entrenamiento ha sido de aproxima-
damente 18,9 segundos. Este tiempo incluye el coste de

1Para ligar los pesos, primero se ajustan los pesos mediante el al-
goritmo de retroprogación del error, y después, cada conjunto de pesos
ligados entre sí se sustituye por la media del conjunto.
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Parámetro Valor
Factor de aprendizaje (η): 0,005 calculado en pruebas preliminares
Momentum (µ): 0,002 calculado en pruebas preliminares
Weight decay (λ): 0,00003 calculado en pruebas preliminares
Función de activación de la capa oculta (fo): tanh
Función de activación de la capa de salida (fs): softmax
Función de error (MSE): error cuadrático medio
Tamaño de una palabra en la entrada (Ω): 430 unidades
Tamaño de capa de proyección (Np): 10 unidades
Tamaño de la capa oculta (No): 512 unidades
Valor n de los n-gramas: 2, 3, 4

Tabla 1. Parámetros de los entrenamientos.

Figura 2. Topología de red para calcular n-gramas
conexionistas.

un ciclo completo de las muestras de entrenamiento y de
validación, y está muy por debajo de los tiempos que po-
dríamos obtener con herramientas como SNNS [15], que
en experimentos similares [14] ha llegado a ser hasta 5 ve-
ces más lenta. Además, la herramienta April ha facilitado
también el coste de la preparación de los entrenamientos
gracias a las distintas utilidades que posé para manipular
este tipo de datos y crear patrones de entrada/salida que
hacen un uso reducido de memoria.

Una vez entrenada la red, hemos calculado la perple-
jidad con el conjunto de test. Los modelos estadísticos de
n-gramas han sido obtenidos mediante el SRI Language
Modeling Toolkit [11] para poder comparar las perplejida-
des, utilizando la opción que admite proporcionar todo el
vocabulario del corpus. Hemos utilizado los conjuntos de
entrenamiento y validación para calcular los parámetros
mediante el SRI.

5. CONCLUSIONES

Podemos ver en la tabla 3 que la perplejidad del mo-
delo conexionista es menor en la mayoría de los casos.
A pesar de eso, debemos ser precavidos puesto que no

Palabras Frases Patrones
Entrenamiento: 3695 460 4152
Validación: 774 100 874
Test: 3185 427 3610

Tabla 2. Datos relativos a la partición del corpus Dihana
utilizada en los experimentos, con un vocabulario de 430
palabras.

Figura 3. Detalle de la gráfica de la evolución del MSE
durante el entrenamiento del modelo de 4-gramas. La me-
jor red fue encontrada en la época 10.
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Tipo de modelo 2-gramas 3-gramas 4-gramas
n-gramas conexionistas 26,81 18,96 15,22

n-gramas estadísticos (SRI) 22,35 20,19 20,62

Tabla 3. Resultados de perplejidad para la tarea Dihana con n-gramas conexionistas y estadísticos, calculados con el
SRI. Tarea Dihana.

existe una relación estricta entre las perplejidades y los
resultados generados por un sistema de reconocimiento
de habla [6]. Por ello nos planteamos como trabajo futuro
la utilización de este modelo en un sistema de reconoci-
miento del habla para realizar mediciones de las tasas de
error reales.

Para lograr reducir el coste temporal de los experi-
ments hemos necesitado emplear un gran esfuerzo en im-
plementar algoritmos y estruturas de datos eficientes. Des-
pués de todo este esfuerzo ha surgido la herramienta April
con la que hemos realizado este trabajo.
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