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RESUMEN

El presente artículo aborda el problema de la estimación
de probabilidades en el marco del reconocimiento auto-
mático de habla mediante Máquinas de Vectores Soporte
(SVMs). Aunque las SVMs están pensadas para tareas de
clasificación, en ciertas aplicaciones, especialmente pro-
blemas multiclase, es conveniente conocer el nivel de in-
certidumbre asociado a la decisión del clasificador o la
probabilidad a posteriori de cada una de las etiquetas po-
sibles. Durante los últimos años se han desarrollado diver-
sos métodos para estimar dichas probabilidades a partir
de las salidas blandas de las SVMs; sin embargo, la base
teórica subyacente no está suficientemente justificada. En
este artículo se revisan las debilidades de algunos de es-
tos métodos y se presentan diversas alternativas basadas
en un uso más directo de las salidas de las SVMs.

1. INTRODUCCIÓN

Las Máquinas de Vectores Soporte [1] constituyen el
estado del arte en tareas de clasificación no lineal. Sus
ventajas frente a otros clasificadores tradicionales han lla-
mado la atención de numerosos investigadores en diver-
sas áreas, entre ellas la de reconocimiento automático de
habla. Fundamentalmente, hay tres razones que han con-
ducido a plantear el uso de las SVMs como posible al-
ternativa a los Modelos Ocultos de Markov (HMMs) en
reconocimiento de voz: a) el modelado acústico es fun-
damentalmente un problema de clasificación de patrones,
mientras que los HMMs son modelos generativos y, por
tanto, lo que buscan es estimar las funciones de densidad
de probabilidad correspondientes a cada uno de los mode-
los; b) la función de coste definida por las SVMs establece
un compromiso entre la minimización del riesgo empírico
y del riesgo estructural, lo que produce máquinas con una
mayor capacidad de generalización frente a otros clasifi-
cadores tradicionales; c) el entrenamiento de las SVMs
busca la maximización del margen, definido como la dis-
tancia de las muestras de entrenamiento a la frontera de
decisión, lo que a priori les hace más robustas frente a
condiciones ruidosas, uno de los principales problemas
en reconocimiento de habla.

No obstante, la aplicación de las SVMs en reconoci-

miento de habla no es inmediata, debido principalmente a
que estas máquinas trabajan con vectores de entrada de di-
mensión fija. Por el contrario, los métodos más comunes
de parametrización de la voz producen secuencias de pa-
rámetros de longitud variable, dependiendo de la duración
de la locución. En los últimos años han aparecido diversas
formas de abordar este problema. El sistema de reconoci-
miento de habla continua mediante SVMs que se presenta
en [2] lo evita trabajando trama a trama. El reconocedor
propuesto emplea una SVM multiclase para determinar a
qué clase pertenece el segmento de voz considerado y, a
continuación, se usa el algoritmo de Viterbi para obtener
una secuencia de palabras a partir de las decisiones acús-
ticas que proporciona la SVM.

Como es sabido, los HMMs contribuyen al proceso de
reconocimiento de la secuencia de parámetros espectra-
les de entrada aportando la verosimilitud de que la mues-
tra actual haya sido generada por cada uno de los mode-
los que constituyen el sistema de reconocimiento de voz
(palabras, fonemas, trifonemas...). Las SVMs, en cambio,
proporcionan la etiqueta de la clase asignada al vector de
entrada. Para aquellas aplicaciones en las que el clasifica-
dor sólamente se encarga de una parte de la decisión glo-
bal, se han propuesto diversas formas para estimar proba-
bilidades multiclase a partir de las salidas blandas de las
SVMs [3, 4]. Su planteamiento depende principalmente
de la estrategia multiclase que se adopte en la SVM (1-
contra-1 ó 1-contra-el resto), las cuales se detallarán en
la siguiente sección. Una de las más usadas, empleada en
[2], se basa en el cálculo de la probabilidad de Platt [5]
para cada SVM binaria (en la aproximación 1-contra-1) y
el empleo de una variante del método de Refregier-Vallet
para obtener las probabilidades multiclase [3].

No obstante, el fundamento teórico de los métodos ci-
tados no está suficientemente justificado, tal y como mues-
tran los experimentos realizados. Su principal debilidad
consiste en la hipótesis de gaussianidad en las funciones
de densidad de probabilidad condicional de la salida de
las SVMs binarias, dada una cierta clase (p(f |y = +1) y
p(f |y = −1), donde f denota la salida blanda de la SVM
binaria para la muestra actual y +1 y −1 son las etiquetas
asociadas a las dos clases consideradas). En este artículo
se exploran diversas alternativas basadas en el uso directo
de las salidas blandas de las SVMs, evitando en lo posible
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hipótesis como la señalada anteriormente.
El artículo está estructurado de la siguiente forma: la

sección 2 presenta los conceptos básicos de las Máquinas
de Vectores Soporte y repasa las formas más comunes de
estimar probabilidades multiclase a partir de las salidas de
las SVMs. En la sección 3 se presentan nuestras propues-
tas para estimar las probabilidades a posteriori a partir de
la salida blanda de las SVMs. En la sección 4 se describe
a grandes rasgos el sistema de reconocimiento de habla
empleado en los experimentos ([2]) y se muestran los re-
sultados obtenidos sobre una tarea de reconocimiento de
dígitos conectados con el fin de evaluar las prestaciones
de los métodos propuestos.

2. MÁQUINAS DE VECTORES SOPORTE

2.1. Fundamentos de las SVMs

Una SVM es un clasificador binario que asigna una
etiqueta y ∈ {+1,−1} al vector de entrada x conforme al
signo de la siguiente expresión:

f(x) = wT · φ(x) + b, (1)

donde φ(x) : <d 7→ <H (d << H) es una transforma-
ción del espacio de entrada a un espacio de características
de mayor dimensión (incluso infinita), en el que se supo-
ne que las clases son linealmente separables. El vector w
define el hiperplano de separación en dicho espacio y b
representa el sesgo respecto al origen de coordenadas.

La razón que hace a las SVMs más robustas que otros
clasificadores es su criterio de entrenamiento, consistente
en un compromiso entre la minimización del riesgo empí-
rico y del riesgo estructural. Éste último evita un posible
sobreajuste de la máquina al conjunto de entrenamiento.
La solución viene dada por el siguiente problema de mi-
nimización cuadrática:

min
w,b,ξi

1
2
‖w‖2 + C

n∑
i=1

ξi,

sujeto a yi(wT · φ(xi) + b) ≥ 1− ξi,

ξi ≥ 0; i = 1, · · · , n, (2)

donde xi ∈ <d (i = 1, . . . , n) son las muestras de entre-
namiento con etiquetas yi ∈ {+1,−1}. Las variables ξi

miden el error de entrenamiento de cada muestra y C es
un factor de ponderación entre el riesgo empírico y el ries-
go estructural. Para más detalles sobre la SVM se puede
consultar [6, 1, 7].

El problema de programación cuadrática en (2) se sue-
le resolver empleando el dual de Wolfe [8], en el que los
multiplicadores de Lagrange αi se calculan maximizan-
do:

max
αi

n∑
i=1

αi −
n∑

i=1

n∑
j=1

yiyjαiαjφ
T (xi)φ(xj)

sujeto a
n∑

i=1

αiyi = 0, 0 ≤ αi ≤ C (3)

Este problema es cuadrático y convexo, por lo que la con-
vergencia al mínimo global está asegurada. Una vez re-
suelto, el vector de pesos w se puede expresar de la si-
guiente forma:

w =
n∑

i=1

αiyiφ(xi). (4)

Sólo aquellas muestras cuyo multiplicador asociado
αi sea distinto de 0 contibuyen a la definición de la fron-
tera de decisión, razón por la que reciben el nombre de
vectores soporte.

Normalmente, la función φ(x) no se conoce de for-
ma explícita o es imposible de evaluar. No obstante, es-
to no plantea ninguna dificultad, ya que si nos fijamos
en las expresiones (1) y (3) veremos que únicamente se
precisa calcular los productos escalares φT (xi) · φ(xj),
los cuales, empleando lo que se ha denominado truco del
kernel [1], se pueden evaluar mediante la función de ker-
nel K(xi, xj). De esta forma, la salida blanda de la SVM
adopta la siguiente expresión:

f(x) =
n∑

i=1

αiyiK(xi, x) + b. (5)

Los kernels más comunes son el lineal (KL):

KL(xi, xj) = xT
i · xj (6)

y el gaussiano (KRBF ):

KRBF (xi, xj) = exp

(
−‖xi − xj‖2

2σ2

)
. (7)

Al comienzo de este apartado se indicó que una SVM
es, en principio, un clasificador binario. Existen algunas
aproximaciones al problema multiclase que reformulan
las expresiones anteriores para considerar todas las cla-
ses a la vez [9, 10]. Su elevado coste computacional ha
llevado, no obstante, a emplear combinaciones de SVMs
binarias para abordar el caso multiclase. Existen básica-
mente dos versiones. La primera, denominada 1-contra-
el resto, consiste en comparar cada clase con todas las
demás, mientras que en la segunda versión cada clase se
compara con las restantes de forma separada (1-contra-1).
Aunque en este último caso el número de SVMs binarias
es mayor (k(k−1)

2 frente a k SVMs, siendo k el número
de clases), en [2] se adopta esta solución dado que el me-
nor número de vectores de entrenamiento en cada SVM
conduce a un menor coste computacional con prestacio-
nes similares [11]. A continuación se aplica un proceso
de votación entre todas las SVMs binarias para decidir la
etiqueta correspondiente a la muestra de entrada.

2.2. Estimación de probabilidades en SVMs

Dependiendo de la solución multiclase que se adopte,
las SVMs binarias pueden comparar dos clases entre sí o
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bien una de ellas con todas las demás. No obstante, por
lo general el proceso de obtención de probabilidades a
posteriori a partir de las salidas de las SVMs consta en
ambos casos de dos pasos: 1) obtener la probabilidad de
que la muestra pertenezca a cada clase en todas las SVMs
binarias, y 2) transformar estas probabilidades binarias a
probabilidades multiclase. En la aproximación 1-contra-
el resto, este último paso puede reducirse a una simple
normalización para que la suma de las probabilidades a
posteriori sea uno, ya que el número de SVMs binarias
coincide con el número de clases.

La forma más comúnmente empleada para transfor-
mar la salida de una SVM en probabilidades binarias con-
siste en el uso de una función sigmoide. Su origen está en
[12], donde se propone ajustar mediante sendas gaussia-
nas las funciones de densidad de probabilidad condicio-
nal de la salida de la SVM (p(f |y = +1) y p(f |y = −1).
Aplicando la regla de Bayes:

P (y = 1|f) =
p (f |y = 1)P (y = 1)∑

i=±1

p (f |y = i) P (y = i)
(8)

y sustituyendo dichas expresiones para las funciones de
densidad de probabilidad condicional se llega a:

P (y = 1|f) =
1

1 + exp (af2 + bf + c)
. (9)

Para simplificar esta función y evitar que no sea monó-
tona, en [12] se asume que las gaussianas mencionadas
están centradas en los márgenes (±1) y tienen la misma
varianza, la cual debe estimarse. En este caso, la expre-
sión de la probabilidad a posteriori se simplifica en una
sigmoide, cuya pendiente en la zona lineal se calcula a
partir de la varianza de las gaussianas. El sesgo se calcula
de forma que P (y = 1|f) = 0,5 en f = 0.

Basándose en este trabajo y asumiendo que en la zo-
na comprendida entre los márgenes las funciones de den-
sidad de probabilidad condicional son aproximadamente
exponenciales, Platt propone un modelo paramétrico para
la probabilidad binaria a posteriori [5]:

P (y = 1|f) =
1

1 + exp (Af + B)
. (10)

La diferencia respecto al trabajo anterior consiste en que
los parámetros A y B se estiman de manera discriminativa
maximizando la verosimilitud.

Esta expresión proporciona directamente probabilida-
des multiclase en el caso 1-contra-el resto. Si se tienen
k clases distintas, la probabilidad a posteriori de la clase
i-ésima se puede obtener como:

P (y = i|x) =
1

1 + exp (Aifi (x) + Bi)
, (11)

siendo fi (x) la salida de la SVM binaria que clasifica la
clase i contra el resto. En este caso no se garantiza que la
suma de las probabilidades sea uno; una forma de obtener

probabilidades a posteriori normalizadas consiste en usar
la función softmax:

P (y = i|x) =
exp (γfi (x))

k∑
j=1

exp (γfj (x))
, (12)

donde el parámetro γ se estima maximizando la verosi-
militud.

En el caso 1-contra-1, en primer lugar se debe calcular
la probabilidad de Platt para la muestra de entrada en cada
SVM binaria (i, j) ,∀i, j ∈ {1, ..., k}. La probabilidad de
Platt de que x pertenezca a la clase i en la SVM binaria
(i, j) se calcula como:

rij = P (y = i|y=i ó j, x) =
1

1 + exp (Aijfij(x) + Bij)
,

rji = P (y = j|y=i ó j, x) = 1− rij(x), (13)

siendo fij (x) la salida de la SVM binaria (i, j).
A continuación, se emplea una modificación del mé-

todo de Refregier-Vallet para transformar estas probabi-
lidades binarias rij ∀ i, j en probabilidades multiclase
P (y = i|x) ∀ i. En [13] se propone resolver un sistema
lineal formado por k − 1 ecuaciones del tipo:

rjiP (y = i|x) = rijP (y = j|x) , (14)

junto con otra que fuerce que la suma de las probabili-
dades sea uno. En [3] se señala que la solución que se
obtiene depende en gran medida de las ecuaciones selec-
cionadas, por lo que se propone como alternativa el si-
guiente problema de minimización, que considera todas
las ecuaciones posibles:

min
P

1
2

k∑
i=1

k∑
j:j 6=i

(rjiP (y = i|x)− rijP (y = j|x))2 ,

sujeto a
k∑

i=1

P (y = i|x) = 1,

P (y = i|x) ≥ 0 ∀i, (15)

con P(x) = [P (y = 1|x) , ..., P (y = k|x)].
Finalmente, en [14] se propone una forma alternati-

va para obtener las probabilidades a posteriori multiclase
cuando la probabilidad a priori es la misma para todas las
clases:

P (y = i|x) =

∏
j:j 6=i

rij

k∑
m=1

∏
j:j 6=m

rmj

(16)

3. NUEVA ESTIMACIÓN DE PROBABILIDADES
NO PARAMÉTRICAS

Tanto el trabajo presentado en [12] como el méto-
do de Platt asumen un comportamiento exponencial, ya
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sea globalmente o de forma local entre ambos márgenes,
en las funciones de densidad de probabilidad condicio-
nal de la salida de las SVMs binarias (p(f |y = +1) y
p(f |y = −1)). Sin embargo, normalmente no se cumple
esta condición, por lo que la justificación teórica del uso
de una sigmoide para obtener las probabilidades binarias
no está suficientemente fundamentada. Otro problema, de
carácter práctico, es que los parámetros de la sigmoide se
estiman maximizando la verosimilitud de las muestras de
entrenamiento. El procedimiento habitual para encontrar
los mejores parámetros consiste en un proceso de valida-
ción cruzada en cada SVM binaria, por lo que el tiempo de
entrenamiento de la SVM multiclase se multiplica aproxi-
madamente por el número de grupos empleados en la va-
lidación. Véase que el gran tamaño de las bases de datos
empleadas en habla y la elevada superposición de las cla-
ses consideradas (que produce máquinas con un gran nú-
mero de vectores soporte) hacen del entrenamiento de la
SVM multiclase un proceso costoso computacionalmen-
te. El método de Platt produce un aumento considerable
de este coste, a la vez que carece de una justificación teó-
rica sólida. No obstante, hay que señalar que la función
sigmoide resulta una manera intuitiva y directa de trans-
formar la salida de la SVM, definida ∀ <, en un valor
asimilable a una probabilidad ∈ [0, ..., 1].

Respecto al método de Refregier-Vallet modificado
empleado en [3] para obtener las probabilidades multi-
clase, hay que señalar que su formulación produce que la
probabilidad a posteriori de una clase dependa de la de
todas las demás y, a través de ellas, de todas las proba-
bilidades binarias. Es decir, en el cálculo de la probabi-
lidad P (y = i|x) intervienen las probabilidades rjm (x),
∀ j, m ∈ {0, ..., k}. Esto significa que en el cálculo de
la probabilidad a posteriori de una clase se están teniendo
en cuenta decisiones de máquinas binarias en las que no
participa, lo que a priori no resulta lógico.

Por todas estas razones, se han estudiado diversos mé-
todos alternativos centrados en torno a tres objetivos prin-
cipales: a) obviar en la medida de lo posible la hipótesis
de gaussianidad en las funciones de densidad de proba-
bilidad condicional de la salida de las SVMs; b) emplear
únicamente la salida de las SVMs binarias en las que par-
ticipa la clase considerada; c) reducir el coste computacio-
nal que introduce el proceso de estimación de probabili-
dades, tanto en el entrenamiento como en el test.

En reconocimiento de habla, el algoritmo de Viterbi
suele trabajar con la suma de los logaritmos decimales
de las probabilidades y verosimilitudes para evitar pro-
blemas numéricos. Así, la log-verosimilitud que propor-
cionan los Modelos Ocultos de Markov podría sustituirse
por cualquier otra medida indicativa de la pertenencia de
la muestra a cada uno de los modelos. Una medida de este
tipo puede ser la distancia a la frontera de decisión (mar-
gen): a medida que crece podemos estar razonablemente
más seguros de que la muestra pertenece a la clase con-
siderada. Esta idea es la que se usa en las dos primeras
alternativas que proponemos: emplear el margen en el Vi-

terbi como medida directa de la pertenencia de la muestra
a cada clase o modelo. El problema que aparece cuando
usamos la versión multiclase 1-contra-1 es que no dispo-
nemos de un solo margen por clase, sino de los k − 1
correspondientes a las SVMs binarias en las que está pre-
senta la clase. La solución que proponemos es calcular un
margen multiclase o acumulado como la suma de los már-
genes en las SVMs binarias en las que participa la clase
(método Directo 1 [PD1]).

PD1 (y = i|x) =
∑
j:j 6=i

fij(x). (17)

Cuando el número de clases es elevado, el valor absoluto
de la suma de los márgenes puede dispararse, por lo que
también se considera el uso del valor medio del margen
(método Directo 2 [PD2]).

PD2 (y = i|x) =
PD1 (y = i|x)

k
. (18)

Como se muestra en el apartado 4.2, estos dos mé-
todos no proporcionan buenos resultados, quizás debido
a que el Viterbi empleado está optimizado para su uso
habitual en reconocimiento de habla. Si la escala de los
logaritmos de las verosimilitudes difiere en gran medida
de la de los márgenes acumulados, podría suceder que se
desajustase la ponderación entre el modelado acústico y
el modelado del lenguaje, produciendo peores resultados.
Para obtener valores asimilables a probabilidades en el
rango [0, ..., 1] se decidió usar la función softmax sobre
las sumas de los márgenes (método softmax [PS ]):

PS (y = i|x) =
exp (γPD1 (y = i|x))

k∑
j=1

exp (γPD1 (y = j|x))
, (19)

siendo γ una constante normalizadora. Se puede observar
que esta solución es la versión 1-contra-1 de la expresión
(12).

La última de nuestras propuestas consiste en calcular
las probabilidades de Platt para cada SVM y aplicar a con-
tinuación el método de Refregier-Vallet modificado, pero
usando en este caso la misma función sigmoide en todas
las SVMs binarias (método de Platt modificado [rijM

]):

rijM
(x) =

1
1 + exp (Afij(x))

. (20)

Esta expresión es similar a la (13), pero ahora el paráme-
tro A es una constante negativa que no depende la SVM
binaria y B = 0. Este valor para el sesgo tiene sentido, ya
que cualquier otro implica un desplazamiento de la fron-
tera de decisión de la SVM binaria. Tanto en este método
como en el anterior se emplea el logaritmo de la proba-
bilidad estimada, mientras que en los métodos directos se
usa la suma de los márgenes.
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4. EXPERIMENTOS

4.1. Descripción del sistema

El sistema de reconocimiento de habla continua pre-
sentado en [2] se basa en el uso de una SVM multiclase
que clasifica cada segmento de voz; como se ha explica-
do, se trata de un clasificador blando, ya que en realidad
proporciona una estimación de la probabilidad a posterio-
ri de cada clase. A continuación, un Viterbi se encarga de
obtener una secuencia de palabras a partir de las decisio-
nes acústicas de la SVM.

Por simplicidad, se aborda una tarea de reconocimien-
to de dígitos conectados en castellano; no obstante, el sis-
tema es fácilmente extensible al reconocimiento de habla
continua. Como unidades básicas se consideran tres cla-
ses por fonema, correspondientes a la parte inicial, la par-
te estable y la parte final del mismo. Se ha comprobado
que esta forma de definir las clases (en vez de una sola
por fonema) mejora las prestaciones del sistema, ya que
se tiene en cuenta en mayor medida la variabilidad tem-
poral del habla. Para los dígitos en castellano se definen
17 fonemas más el silencio, por lo que en total se tendrán
18 · 3 = 54 clases.

El software empleado para el entrenamiento de las
SVMs, tanto en el sistema de referencia como en los expe-
rimentos que presentamos en el apartado 4.2, es LIBSVM
[15]. Este programa implementa la solución multiclase
1-contra-1, lo que en este caso implica entrenar y usar
54·53

2 = 1431 SVMs binarias. Se usa un kernel gaussiano
RBF, con parámetros C y σ obtenidos mediante valida-
ción cruzada. La estimación de las probabilidades a pos-
teriori se basa en el cálculo de las probabilidades de Platt
y el método de Refregier-Vallet modificado. Para la im-
plementación del algortimo de Viterbi se ha empleado el
software HTK [16].

La base de datos usada es SpeechDat [17]. Dispone
de 4000 locutores, de los cuales se han empleado 3496
para entrenamiento (con un total de 71000 ficheros) y 350
para test. Para limitar la duración de los experimentos,
en la fase de test se han utilizado únicamente 700 de los
ficheros con dígitos conectados, disponiéndose de un total
de 6546 palabras.

La parametrización de la voz consiste en 12 coeficien-
tes MFCCs y la energía, y sus correspondientes diferen-
cias primeras y segundas. En total, se obtienen 39 pará-
metros por muestra, con un periodo de muestreo de 10
ms. En experimentos anteriores se ha comprobado que la
normalización de los datos es fundamental cuando se tra-
baja con Máquinas de Vectores Soporte, por lo que se ha
realizado una normalización en media y varianza.

4.2. Resultados

La tabla 1 muestra los resultados obtenidos para cada
uno de los modelos que se han estudiado: cálculo de las
probabilidades de Platt seguido del método de Refregier-
Vallet modificado, métodos directo 1 y 2, función softmax

Método Tasa de reconocimiento
de palabras ( %)

Platt+R-V (log) 95,05 [94,52− 95,58]

Directo 1 90,65 [89,94− 91,36]

Directo 2 91,60 [90,93− 92,27]

Softmax (γ = 0,02) (log) 91,63 [90,96− 92,30]

Platt modificado+R-V 93,84 [93,25− 94,43]

(A = −0,5) (log)
Platt modificado+R-V 95,04 [94,51− 95,57]

(A = −1,0) (log)
Platt modificado+R-V 94,88 [94,35− 95,41]

(A = −1,5) (log)
Platt modificado+R-V 94,74 [94,20− 95,28]

(A = −2,0) (log)

Tabla 1.
Tasas de reconocimiento de palabras ( %) para los

diversos métodos estudiados.

sobre los márgenes acumulados, y método de Platt modi-
ficado, para distintos valores de la pendiente de la sig-
moide en la zona lineal. Se indican los casos en los que se
utiliza el logaritmo decimal de la probabilidad estimada.
Para el método softmax se han probado diversos valores
de γ, obteniéndose el mejor resultado para un valor de
γ = 0,02.

Las tasas de reconocimiento de palabras se presentan
junto con sus correspondientes intervalos de confianza al
95 %. Para calcular dichos intervalos se ha usado la si-
guiente expresión ([18], páginas 407-408):

∆
2

= 1,96

√
p (100− p)

n
. (21)

El parámetro p denota el porcentaje de palabras reconoci-
das correctamente en el experimento y n es el número de
palabras presentes en el conjunto de test (6546). De esta
forma, las tasas de reconocimiento que se presentan en la
tabla se encuentran en el intervalo

[
p− ∆

2 , p + ∆
2

]
con

una confianza del 95 %.
Como se puede ver, todos los métodos que se basan

en el cálculo del margen acumulado a partir de las sali-
das de las SVMs binarias obtienen peores resultados que
aquellos que emplean la probabilidad de Platt. La razón
más probable de este comportamiento se señaló en la sec-
ción 3: el cambio en la escala de los valores que aporta la
etapa de modelado acústico en el Viterbi puede estar pro-
duciendo un desajuste en la ponderación del modelado del
lenguaje que influya en los resultados finales.

Por otra parte, se observa que la modificación del mé-
todo de Platt que se plantea en este artículo, consisten-
te en usar una única sigmoide para transformar la sali-
da de todas las SVMs binarias en las correspondientes
probabilidades binarias, no produce diferencias signifi-
cativas en la tasa de reconocimiento de palabras frente
al método de Platt presentado en [5], para un rango de
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A ∈ [−2, ...,−1]. Esto significa que no se obtiene ningu-
na ventaja real al estimar los parámetros A y B de forma
individual en cada una de las 1431 SVMs binarias y, por
tanto, este proceso puede eliminarse de la etapa de entre-
namiento de la SVM multiclase, con lo que se consigue
una importante reducción del tiempo de entrenamiento.

Finalmente, a tenor de los resultados presentados en
la tabla 1, el método de Refregier-Vallet modificado [3] se
presenta como una forma sensata de transformar las pro-
babilidades binarias rij (x) en probabilidades multiclase
P (y = i|x).

5. CONCLUSIONES

Ciertas aplicaciones requieren conocer el nivel de in-
certidumbre asociado a la decisión de un clasificador o la
probabilidad a posteriori de cada una de las clases posi-
bles. En el caso de las Máquinas de Vectores Soporte, la
obtención de dichas probabilidades a partir de sus salidas
no es obvia. La forma más habitual consiste en calcular
la probabilidad de Platt y, en el caso multiclase, utilizar
una modificación del método de Refregier-Vallet para ob-
tener dichas probabilidades a posteriori. No obstante, am-
bos métodos presentan una serie de limitaciones tanto en
su base teórica como en su aplicación práctica.

En este artículo se presentan diversas alternativas a
estos dos métodos, en el marco del reconocimiento de ha-
bla continua mediante SVMs. Se ha comprobado expe-
rimentalmente que el método de Platt se puede simplifi-
car, utilizando una única función sigmoide para obtener
las probabilidades binarias a partir de las salidas de las
SVMs binarias. Así mismo, se ha mostrado que los re-
sultados obtenidos son poco sensibles a la pendiente de
la sigmoide en la zona lineal, en un intervalo [−2,−1].
La consecuencia práctica es que el tiempo empleado en el
entrenamiento de la máquina se reduce de una forma muy
importante (entre 4 y 5 veces), factor de gran importancia
dado el tamaño de las máquinas y de las bases de datos de
voz consideradas.
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